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Rezumat

In aceasti tezd investigdm intelegerea vizuali din dou# perspective complementare — modul
in care creierul uman proceseaza informatia vizuala si modul in care reprezentarile structurate
pot reduce diferenta dintre vederea computationald si limbajul natural — culminand cu un
sistem care genereaza videoclipuri narative controlabile cu mai multi actori, insotite de
adnotdri spatio-temporale exacte.

Un studiu empiric al semnalelor cerebrale inregistrate in timpul recunoasterii vizuale arata
cd electrozii frontali, asociati cu procesarea cognitiva de nivel superior, contribuie mai mult
la acuratetea clasificdrii decat electrozii occipitali plasati deasupra cortexului vizual primar si
ca features EEG sunt complementare features vizuale extrase prin retele neuronale profunde
(recunoasterea creste de la 91% la peste 97%). Pornind de la aceastd observatie, propunem
Graful Evenimentelor in Spatiu si Timp (GEST), o reprezentare formala care descompune
scenele vizuale Tn evenimente conectate prin relatii temporale, spatiale si semantice, validata
atat ca masurd de similaritate semanticd, cat si ca specificatie pentru generarea de video.

Am creat GEST-Engine, o platforma care executd GEST-uri Tn mod determinist ntr-un
motor de joc 3D, producind videoclipuri cu mai multi actori si adnotéri dense la nivel de
cadru — RGB, segmentare, grafuri de relatii spatiale calculate per cadru, alinieri temporale
eveniment-cadru si descrieri in limbaj natural — fard cost suplimentar de adnotare. Pentru
a Tmbina coerenta narativd cu validitatea simulatorului, propunem un sistem agentic de
conversie text-GEST 1n care un LLM planifica povestea in limbaj natural, iar un backend
programatic impune constrangerile prin apeluri de functii validate, obtinand o ratd de succes
end-to-end de 80% fatd de 0% pentru o variantad bazata exclusiv pe LLM organizat in etape.

Folosind motorul, am produs corpusul GTASA: 938 de videoclipuri cu mai multi actori,
892 de milioane de perechi de relatii spatiale distribuite pe 1,45 milioane de cadre. Un studiu
cu evaluatori umani aratd o validitate fizica de 69% si o aliniere semanticad de 4,09/5 fata de
18%/2,50 (VEO 3.1) si 13%/1,75 (WAN 2.2). Am demonstrat cd antrenarea unor VLM-uri
pe date GEST este mai beneficd , decat atunci cand folosim exclusiv VEO sau date reale.
Datele noastre a facut posibild investigarea reprezentdrii spatiale interne a modelelor si am

descoperit cd aceasta este mai bogatd la auto-encoders decat la VLM.

Cuvinte-cheie — intelegere vizuald, grafuri de evenimente, generare de video



Capitolul 1
Introducere

Aceastd tezd investigheazd intelegerea vizuala din doud perspective complementare — modul
in care creierul uman proceseaza informatia vizuald si modul in care reprezentirile structurate

pot apropia vederea computationald de limbajul natural.
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Figura 1.1: Privire de ansamblu asupra tezei. GEST este reprezentarea centrald care
conecteazd EEG, limbaj si video. Sdgeti continue: contributiile acestei teze. Sdgeata punct-
linie: inspiratia din studiul EEG (Capitolul 2). Sageatd punctatd: lucrdri complementare ale
lui Masala et al. [22]. Sageatd intrerupta: directii viitoare de cercetare.



Argumentul central este cd intelegerea vizuald beneficiazd de reprezentdri explicite si
structurate care fac relatiile dintre entititi, evenimente si diferite modalititi de reprezentare
transparente si calculabile. In loc si ne bazim exclusiv pe tipare statistice implicite invitate
din date brute, propunem ancorarea continutului vizual Intr-o structurd formald bazatd pe
grafuri, in care evenimentele sunt noduri, iar relatiile temporale, spatiale si semantice sunt
muchii. O astfel de reprezentare permite o generare de video mai fideld, o antrenare mai
eficientd a modelelor si o intelegere mai profundd a informatiei pe care sistemele actuale o
invata despre lumea vizuala.

Teza este organizati in jurul a cinci intrebiri de cercetare (IC):
IC1: Ce pot dezvilui semnalele cerebrale despre natura intelegerii vizuale?

IC2: Poate o reprezentare explicitd bazati pe grafuri si reducd decalajul dintre modalititile

vizuald si lingvistica?

IC3: Poate un sistem bazat pe un model al lumii explicit s produci videoclipuri cu mai

multi actori, fidele semantic si cu adnotdri spatio-temporale exacte?

IC4: Pot agentii bazati pe LLM-uri si genereze grafuri GEST coerente narativ si valide

pentru simulator?

IC5: Pot datele sintetice structurate si imbunititeasci modelele de intelegere video si si

dezviluie ce invatd acestea despre spatiu si timp?

Tabelul 1.1 pune in corespondenta fiecare contributie cu publicatia, Intrebarea de cercetare

si capitolul aferent. Le rezumam mai jos.

Tabela 1.1: Sinteza contributiilor, a publicatiilor asociate, a intrebérilor de cercetare si a
capitolelor.

Contributie Publicatie IC Capitol

Semnalele creierului Cudlenco et al., Neurocomputing 2020 IC1 Cap. 2
si intelegerea vizuald [10]

Reprezentarea GEST Masala, Cudlenco et al., ICCV 2023 [21] 2 Cap. 3

Motorul GEST Cudlenco et al., publicati la ICLR 2026 IC3 Cap. 4
Workshop on World Models [7]; tri-
misd spre publicare la ECCV 2026 (ar-
Xiv:2604.10385) [9]

Generarea agentici Cudlenco et al., trimisi spre publi- IC4 Cap.5
text-spre-GEST care la CVPR Workshop 2026 (ar-
Xiv:2604.10383) [8]

Validarea experi- Cudlenco et al., trimisd spre publicare la IC5 Cap. 6
mentala ECCV 2026 (arXiv:2604.10385) [9]




. Semnalele creierului si intelegerea vizuala [10] (Capitolul 2): un studiu EEG care
aratd cd electrozii frontali asociati procesdrii cognitive de nivel superior contribuie
mai mult la clasificarea vizuald decat electrozii occipitali plasati deasupra cortexului
vizual primar si cd features EEG sunt complementare features vizuale extrase prin

retele neuronale profunde (91% — 97%).

. Reprezentarea GEST [21] (Capitolul 3): Graful Evenimentelor in Spatiu si Timp,
validat ca mdsurd de similaritate semantica (depdsind BLEU, METEOR, ROUGE,
SPICE) si ca specificatie pentru generarea de video (preferintd umana de 87% in raport

cu metodele neurale de referintd).

. Motorul GEST [7, 9] (Capitolul 4): un sistem complet pentru generarea de videoclipuri
cu mai multi actori, insotite de adnotdri dense la nivel de cadru — RGB, segmentare
la nivel de instantd, grafuri de relatii spatiale per cadru, alinieri temporale eveniment-
cadru si descrieri n limbaj natural — fara cost suplimentar de adnotare. Sistemul

cuprinde aproximativ 100.000 de linii de cod in Lua, C++, Python si JavaScript.

. Generarea agentica text-spre-GEST [8] (Capitolul 5): un sistem bazat pe LLM care
obtine o ratd de succes de 80% fatd de 0% al unei variante bazatd exclusiv pe LLM
prompting, organizat in etape. Povestile agentice castigd 79% dintre comparatiile
bazate pe text si 74% dintre cele bazate pe video in raport cu metodele procedurale de

referintd.

. Validarea experimentala [9] (Capitolul 6): corpusul GTASA (938 de videoclipuri,
892 de milioane de relatii spatiale, 1,45 milioane de cadre) si trei directii de evaluare
— evaluare umanad (69% validitate fatd de 18%/13% pentru VEO/WAN), pretraining
pentru captioning video (datele GEST depasesc VEO si antrenarea exclusiv pe date
reale) si sondare spatiald a video-encoders (auto-supervizate > encoders vizuale ale
modelelor VLM).



Capitolul 2

Cercetari Preliminare: EEG si

Intelegerea Vizuali

Dovezile din neurostiintele cognitive aratd cd intelegerea vizuald nu este limitatd la cortexul
vizual primar, ci implicd regiuni cognitive de nivel superior distribuite in intregul creier [16,
24]. Inainte de a urmiri aceasti directie pe plan computational — care conduce la Graful
Evenimentelor in Spatiu si Timp (GEST) din Capitolul 3 — am incercat sd explordm mai
intdi aceasta Intrebare empiric, folosind cea mai directd metoda disponibild: nregistrarea

electroencefalogramelor (EEG) ale unor persoane care privesc imagini.

2.1 Setul de date

Am colectat un set de date EEG nou, conceput special pentru acest studiu. Setul cuprinde
inregistrari de la sase voluntari (patru barbati, doud femei), toti absolventi de studii universitare
cu varste intre 25 si 35 de ani. Fiecare subiect a participat la doud sesiuni de inregistrare:
una pentru datele de antrenare si una pentru datele de testare, separate de o pauzd de cateva
ore in care subiectii au scos casca si si-au desfasurat activitdtile obisnuite. Aceastd separare
este caracteristica definitorie a protocolului nostru experimental — a fost conceputa pentru
a asigura ca niciun clasificator antrenat pe aceste date nu poate obtine o acuratete ridicatd
bazandu-se pe tipare de zgomot specifice sesiunii, autocorelatii temporale sau starea cognitiva
de moment a subiectului.

Setul de stimuli contine sase categorii vizuale, alese in mod deliberat pentru a include atat
obiecte, cat si scene naturale: flori, avioane, masini, parc, malul marii si oras. Fiecare clasa
contine 60 de imagini, Tmpdrtite Tn 40 pentru antrenare si 20 pentru testare, insumand un total
de 360 de imagini. Imaginile au fost prezentate secvential, cite una la fiecare 7 secunde. In
sesiunea de antrenare, subiectii au fost instruiti sd se concentreze asupra fiecdrei imagini si

sa se gandeasca activ la concept, in loc sd priveasca pasiv stimulul.

0 Acest capitol se bazeazi pe: Cudlenco, Popescu, Leordeanu — Neurocomputing 2020 [10].



Tabela 2.1: Perechi de electrozi clasificate dupd acuratetea de clasificare. Tabel din [10].

Loc Canale Acc (%) Zone cerebrale

FC5/FC6 66,21 Lob frontal-central

F7/F8 64,14 Lob frontal

AF3/AF4 63,02 Lob prefrontal

P7/P8 62,94 Lob parietal

T7/T8 61,69 Lob temporal

F3/F4 59,66 Lob frontal

01/02 59,25 Occipital — Cortex vizual

NN DN B W

2.2 Metoda

Semnalele EEG brute au fost transformate in features in domeniul frecventei prin filtrare
cu wavelet-uri Gabor pe noud scdri, aplicatd pentru toate cele 14 canale. Am evaluat trei
clasificatori: Regresie Ridge, o retea neuronald convolutionald (CNN) si LSTM-uri pe mai
multe niveluri. Pentru experimentul de fuziune, features EEG (extrase dintr-un LSTM cu
doua straturi) au fost concatenate cu features vizuale produse de o retea Inception-v3 antrenatd

pe imaginile-stimul si transmise printr-un clasificator comun.

2.3 Experimente si Rezultate

Studiul importantei electrozilor. O evaluare sistematicd a fiecdrei perechi de electrozi
(Tabelul 2.1) a aritat ca perechea cu cea mai mare acuratete individuald de clasificare a fost
FC5/FC6, plasatd deasupra lobului frontal-central — o regiune asociatd cu procesarea cog-
nitiva de nivel superior, nu cu perceptia vizuala (Figura 2.1). Primele trei perechi (FC5/FC6,
F7/F8, AF3/AF4) sunt toate frontale sau prefrontale. Perechea occipitalda O1/02, plasatd
direct deasupra cortexului vizual primar, s-a clasat ultima. Folosind doar primele trei perechi
frontale s-a obtinut o acuratete de 69,39% fata de 66,76% atunci cand au fost folosite toate
canalele. Acest tipar a fost constant la toti cei sase subiecti, Intdrind concluzia ca efectul
nu este un artefact al variatiei individuale, ci reflectd o proprietate reald a modului in care
creierul proceseaza categoriile vizuale.

Compararea modelelor. Regresia Ridge cu filtrare Gabor (29,2%) a depasit CNN-ul
(26,5%) si LSTM-ul (25,67%) pe sarcina multiclasd, in concordantd cu regimul cu date
limitate, in care modelele mai simple generalizeaza mai stabil. Toate modelele au depasit
baseline-ul aleator de 16,67%.

Fuziunea EEG-vizuala. Combinarea features EEG cu features vizuale profunde a
imbunatdtit clasificarea de la 91% la peste 97% 1n medie pe subiecti. Toti subiectii au
inregistrat o Tmbunatatire (intre 4 si 6 puncte procentuale), confirmand cd semnalele cerebrale

poartd informatie complementard, necaptata de clasificatorii bazati doar pe imagini.
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Figura 2.1: Localizarea electrozilor in raport cu zonele functionale ale creierului. Cei
mai informativi electrozi pentru clasificarea vizualda (FC5/FC6, F7/F8, AF3/AF4) se afla
deasupra zonelor frontale, nu deasupra cortexului vizual occipital. Figura din [10].

2.4 Discutii si Implicatii

Aceste rezultate au o relevantd directd pentru tema centrald a tezei. Dacd intelegerea vizuald in
creier implicd retele corticale distribuite — inclusiv zone responsabile de limbaj, planificare
si rationament abstract — atunci aborddrile computationale ale intelegerii vizuale ar trebui
sd Incerce sd capteze acest nivel de procesare structuratd, conceptuald. O reprezentare care
opereaza doar la nivelul pixelilor si al features statistice invdtate, oricat de puternica ar fi, ar
pierde tipul de informatie relationald si semanticd pe care creierul il aduce, evident, chiar si
intr-o simpld sarcind de clasificare a imaginilor. Aceasta observatie ne-a motivat sd dezvoltdm
Graful Evenimentelor in Spatiu si Timp (GEST), o reprezentare explicitd bazata pe grafuri
care codificd evenimentele, actorii si relatiile lor temporale si spatiale la nivel conceptual.

GEST este subiectul capitolului urmator.



Capitolul 3

Graful Evenimentelor in Spatiu si Timp

3.1 Modelul GEST

Un GEST este un graf orientat G = (V, &) in care nodurile reprezintd evenimente, iar mu-
chiile codifica relatiile dintre acestea. Fiecare nod-eveniment E; specificd o actiune, entitdtile
implicate, o locatie, un interval de timp si proprietati suplimentare. O caracteristica distinc-
tiva este faptul ca obiectele fizice sunt si ele reprezentate ca evenimente (de exemplu, ,,masina
lui Ton existd”), unificand astfel actiunile si entitdtile sub aceeasi masindrie reprezentationala.
Noduri speciale Exists declard actorii si obiectele, stabilind inventarul de entititi.

Muchiile leagd doud evenimente si pot codifica relatii temporale (before, after, same_time,
concurrent), spatiale (near, behind, left, right), cauzale (because, causes) sau semantice (same,
co-reference). Relatiile temporale se inspird din algebra intervalelor a lui Allen [1].

Poate cea mai puternicd proprietate a GEST este capacitatea de a opera la mai multe
niveluri de abstractizare prin doud operatii: colaps graf-nod (orice subgraf poate fi comprimat
intr-un singur eveniment de nivel superior) si expansiune nod-graf (orice eveniment poate
fi extins Intr-un subgraf detaliat). Aceastd proprietate ierarhicd este esentiald pentru a face
legatura dintre vederea computationald si limbajul natural, unde descrierile aceleiasi scene
variazd Tn granularitate. Figura 3.1 ilustreazd un GEST pentru o naratiune cu mai multe

evenimente.

3.2 Viziunea: GEST ca Hub Multimodal

GEST a fost gandit ca un hub care conecteazd mai multe modalitati (Figura 3.2) prin patru
directii functionale: (A) text spre GEST — construirea unui graf din limbaj natural; (B) GEST
spre text — generarea de limbaj pornind de la un graf; (C) GEST spre video — generarea
unui videoclip dintr-o specificatie; si (D) video spre GEST — extragerea unui graf dintr-un

videoclip. Oricare doud directii pot fi Tnldntuite pentru conversia intre modalitdti, graful

0 Acest capitol se bazeaza pe: Masala, Cudlenco, Rebedea, Leordeanu — ICCV 2023 [21].
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Figura 3.1: Exemplu de GEST. O naratiune descompusa in doudsprezece noduri-eveniment,
conectate prin muchii temporale, cauzale, spatiale si de coreferintd. Jos: colapsul graf-nod
agregd evenimentele ntr-un eveniment de nivel superior. Figurd din [21].

servind ca etapa intermediard explicitd si inspectabild, ce poate fi examinatd si corectatd
independent. Un singur GEST poate produce mai multe videoclipuri distincte (aceeasi
naratiune in medii diferite) si mai multe texte (aceleasi evenimente la niveluri diferite de
detaliu), iar mai multe texte sau videoclipuri pot fi puse in corespondentd cu acelasi GEST

daca Tmpartdsesc aceeasi structurd de evenimente.

3.3 Text spre GEST

Au fost dezvoltate trei abordari pentru conversia textului din limbaj natural in GEST: (1)
parsare bazatd pe reguli, cu corectie umana, folosind parsare de dependente si etichetare a
rolurilor semantice pentru a extrage evenimente si relatii; (2) fine-tuning pe GPT-3 cu exemple
de GEST adnotate manual, producand GEST-uri direct din text prin few-shot learning; si (3)
generare zero-shot cu ChatGPT pe baza unor prompturi structurate. Toate trei produc GEST-
uri la nivel semantic, dar niciuna nu garanteaza ca graful rezultat este executabil de catre
GEST-Engine. Acoperirea acestei diferente a necesitat cuplarea modelelor lingvistice cu
impunerea procedurald a constrangerilor, descrisa in Capitolul 5.

GEST spre Text. Am dezvoltat un pipeline de generare de text in doud etape pentru

11



E. Video to text

C. Synthetic Video A. Text t

Graph of Events

An energetic young
woman in a stylish
Chinese gown is
walking in the gym

in Space and Time

/

Video representation D. Video to Graph B. Graph to Text

Figura 3.2: Privire de ansamblu functionala a platformei GEST. GEST joaca rolul de
componentd centrald, permitand conversia bidirectionald intre reprezentdrile vizuale si cele
textuale. Figura din [21].

GEST-Engine (Capitolul 4), adaptand abordarea bazata pe proto-limbaj a lui Masala et al. [22]
— care genereaza algoritmic descrieri textuale structurate pornind de la GEST-uri, sortand
si grupand evenimentele in spatiu si timp — pentru a include camerele in care se desfdsoard
actiunile si genul actorilor si cuplandu-1 cu o etapd de rafinare prin GPT-40, care produce
descrieri naturale si fluente pornind de la rezultatele sistemului GEST din Capitolul 4.

Video spre GEST. Complementar directiei noastre de generare, Masala et al. [22] au
dezvoltat o abordare pentru extragerea de GEST-uri din videoclipuri reale, combinand seg-
mentare semanticd, detectie de actiuni si urmdrire a obiectelor. Aceastd directie Tnchide
bucla: videoclipurile pot fi reconvertite n reprezentdri de evenimente structurate, permitand
compararea video-video la nivel semantic.

GEST spre Video. Am dezvoltat un motor de generare de video care primeste un GEST
ca intrare si produce un videoclip cu mai multi actori Intr-un mediu de simulare 3D. Sistemul

complet este descris in Capitolul 4.

3.4 Validare Initiala

3.4.1 Potrivire de Grafuri pentru Similaritatea Textelor

Am evaluat dacad in spatiul GEST compararea textelor surprinde similaritatea semantica mai
eficient decat metricile standard. Ambele texte au fost convertite Tn GEST-uri si comparate
folosind Spectral Matching (SM) [20] si Neural Graph Matching (NGM) [30], cu matrici de
afinitate bazate pe GloVe.

Tabelul 3.1 aratd ca GEST-SM obtine cea mai mare corelatie (61,70%) si cel mai bun scor
Fisher (1,20), in timp ce GEST-NGM obtine cea mai buna acuratete (86,31%). Combinarea
BLEURT cu GEST-SM aduce cele mai bune rezultate la toate metricile (Tabelul 3.2), confir-

mand cd GEST surprinde o dimensiune a similaritdtii semantice complementara metricilor
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Tabela 3.1: GEST fatd de metricile de similaritate a textelor pe Videos-to-Paragraphs. Tabel
din [21].

Metoda Corr(%) Acc(%) F AUC(%)
BLEU @4 24,45 75,52 0,28 52,65
METEOR 58,48 84,23 1,12 73,90
ROUGE 51,11 83,40 0,72 68,92
SPICE 59,42 84,65 1,04 74,43

BERTScore 57,39 85,89 1,07 77,93

GEST-SM 61,70 84,65 1,20 75,47
GEST-NGM 60,93 86,31 0,98 76,75

Tabela 3.2: BLEURT combinat cu alte metrici. GEST-SM aduce cel mai mare castig
complementar. Tabel din [21].

Metoda Corr(%) Acc(%) F  AUC(%)
BLEURT 70,93 90,04 2,03 88,02

+GEST-SM 72,89 90,87 2,21 89,80
+GEST-NGM 71,91 90,46 2,05 88,58
+SPICE 71,94 88,80 2,09 87,71
+METEOR 71,20 89,63 2,07 87,62

neurale de text.

3.4.2 [Evaluare Umana a Videoclipurilor Generate

Am comparat videoclipurile generate prin GEST cu cele produse de CogVideo [15] si
Text2VideoZero [19]. Sase evaluatori independenti au notat 111 perechi video-text. In 87%
dintre cazuri, evaluatorii au ales videoclipul generat prin GEST drept cea mai buna potrivire
semantica (scor mediu 7,93/10 fata de 5,55 pentru Text2VideoZero si 4,03 pentru CogVideo).
O evaluare automatd cu VALOR [6] a confirmat aceeasi ierarhie: videoclipurile noastre au

obtinut cel mai bun scor la sase din sapte metrici standard de captioning.

3.5 Discutii

Aceste rezultate confirmd GEST ca o platforma de reprezentare viabild pentru a conecta
vederea computationald si limbajul natural la nivelul continutului semantic. Reprezentarea
s-a dovedit suficient de expresiva pentru a surprinde naratiuni complexe cu mai multi actori,
cu ordonare temporald, context spatial si relatii cauzale, si suficient de structuratd pentru a

permite atat compararea bazatd pe grafuri, cat si generarea deterministd de video.
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Capitolul 4

GEST-Engine: De la Grafuri de
Evenimente la Video Sintetic

Ideea folosirii unui graf al evenimentelor in spatiu si timp ca specificatie pentru generarea de
video a pornit de la observatia cd, dacd am putea controla programatic fiecare entitate dintr-o
lume 3D — creand actori, plasand obiecte, declansand animatii si inregistrand rezultatele —
am putea produce date de antrenare la o scard si cu o densitate de adnotéri pe care niciun
efort manual de etichetare nu le-ar putea egala. Structura de graf descrisa in Capitolul 3 a
oferit platforma formald; ramanea de construit un sistem care sd primeasca un astfel de graf

ca intrare si sd il materializeze sub forma unui videoclip.

4.1 Privire de Ansamblu si Evolutie

GEST-Engine functioneaza pe Grand Theft Auto: San Andreas (2004) prin intermediul Multi
Theft Auto (MTA), o platforma open-source pentru modding multiplayer care expune motorul
jocului printr-o interfatd de scripting Lua. Am ales aceasta platformd pentru caracterul ei
open-source (GPLv3), pentru cerintele hardware reduse (care permit executia paraleld pe mai
multe masini virtuale ruland pe hardware comun) si pentru bogétia resurselor preexistente:
733 de modele de obiecte impartite Tn 32 de categorii, peste 2.500 de animatii in 101 categorii,
312 skinuri de actori si peste 70 de medii distincte.

GEST-Engine reprezintd un efort de inginerie consistent. Sistemul cuprinde aproximativ
38.000 de linii de Lua pentru nucleul motorului, 8.500 de linii de C++ pentru modulul nativ
de captura de imagine si pentru pathfinding, 53.000 de linii de Python pentru generatorul
procedural si sistemul agentic text-GEST (Capitolul 5) si 600 de linii de JavaScript pentru
vizualizatorul interactiv de GEST — 1n total, aproximativ 100.000 de linii de cod pe toate
componentele. Intregul cod a fost scris de un singur cercetiitor pe parcursul programului

doctoral. Decizia de a construi peste un joc existent, in loc sd credm o lume virtuala de la

0 Acest capitol se bazeazi pe: Cudlenco, Masala, Leordeanu — publicati la ICLR 2026 Workshop on World
Models [7]; si Cudlenco, Masala, Leordeanu — trimisa spre publicare la ECCV 2026 (arXiv:2604.10385) [9].
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Figura 4.1: Editorul de Lume in uz. Un episod de tip living (stdnga) si unul de tip sala
(dreapta), cu POI-uri (cilindri), varfuri de regiune, pozitii de camera si liste de actiuni. POI-
urile verzi au actiuni definite; cele rosii nu au.

zero, s-a dovedit esentiald pentru a face proiectul fezabil: folosind resursele, randarea, fizica
si sistemele de animatie deja prezente in GTA San Andreas, am putut concentra intregul
efort de inginerie pe straturile de orchestrare a grafului, coordonare temporald si colectare
a adnotdrilor. Pentru comparatie, VirtualHome [25] — sistemul cel mai apropiat ca scop
— a fost dezvoltat de o echipd de sapte cercetdtori, cu noua contributori la codul public, pe
o perioadd comparabild (2018-2024, conform istoricului de commit-uri publice), si totusi
ramane limitat la programe secventiale cu un singur actor Tn medii interioare inchise, fard

orchestrare temporali sau adnotiri spatiale dense. Codul sursi este public'-2.

4.2 Editorul de Lume

O limitare a GTA San Andreas prin MTA este cd, desi avem acces programatic la obiectele,
animatiile si personajele jocului, nu avem acces la geometria mediului — nu existd un API
care sd interogheze planul camerelor, pozitiile mobilierului sau traseele pe care se poate
merge prin cladire. Pentru a depdsi aceastd limitare, am dezvoltat un Editor de Lume: un
instrument integrat in joc care ne permite sd parcurgem orice mediu si sd definim interactiv
toate informatiile spatiale si semantice necesare simuldrii.

Editorul de Lume defineste urmatoarele elemente, serializate in fisiere JSON incdrcate
la rulare: Regiuni (limite poligonale corespunzatoare unor zone spatiale precum dormitoare,
bucdtdrii, holuri), Puncte de Interes (POI-uri) (locatii specifice in interiorul regiunilor unde
se pot executa actiuni, fiecare cu lanturi de actiuni si tipuri de obiecte definite), Templates
si Supertemplates (configuratii reutilizabile de obiecte la POI-uri, supertemplates oferind
selectie aleatoare intre variante de templates pentru diversitate vizuald), Camere (pozitionate
in interiorul regiunilor pentru cinematografie automatd) si Grafuri de pathfinding (retele de

navigare care permit actorilor sd mearga intre regiuni si POI-uri evitand obstacolele).

Thttps://github.com/ncudlenco/mta-sim
Zhttps://github.com/ncudlenco/multiagent_story_system
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Algorithm 1: Calculul segmentelor temporale prin planificare ghidatd de
dependente.
Intrare: Evenimente GEST V, constringeri temporale C
Iesire: Segmente temporale {S1, S2, ..., Sk} care partitioneaza V
1 H <« BuiLbHAPPENSBEFOREGRAPH(C);
2 H* « FLoYDWARSHALLCLOSURE(H);
3 satisfied « 0; k « 0;
4 while |satisfied| < |'V| do
5 ready « {e € V \ satisfied | IsSREaDY(e, H*, satisfied) };
6 if ready = () then
7 L eroare ,,Deadlock: dependenta circulara detectata”;

8 groups < GroupBYCoNCURRENCY (ready, H*);
9 foreach grup g € groups do

10 k—k+1;S, «g;

11 L satisfied « satisfied U g;

12 return {Sy,...,S};

4.3 Privire de Ansamblu a Arhitecturii

Motorul transforma o specificatie GEST intr-un videoclip adnotat in patru etape (Figura 4.2).

Etapa 1: Parsarea si Validarea Grafului. GEST-ul de intrare este parsat, cerintele
sale (actori, obiecte, actiuni, locatii) sunt extrase, iar un set valid de episoade este selectat
printr-un algoritm de tip set-cover cu backtracking. Pentru povestile cu mai multe locatii, un
wrapper MetaEpisode agregd mai multe episoade si genereaza actiunile de deplasare intre
ele. Un grup valid de episoade este ales aleator, asigurand astfel mai multe simulari posibile
pentru acelasi GEST.

Etapa 2: Ancorarea Entitatilor si a Actiunilor. Entititile abstracte ale grafului sunt
puse 1n corespondentd cu obiecte concrete 3D printr-un sistem de chain-ID care asigurd
identitatea consistentd a obiectelor de-a lungul actiunilor si previne conflictele intre actori
pe resurse comune. Fiecare obiect si fiecare secventd de actiuni cerute sunt mapate la toate
lanturile valide de POI-uri din episoadele alese, prin mapari bidirectionale care permit selectia
amanata, la rulare, dintre alternativele valide.

Etapa 3: Orchestrarea Temporala. ActionsOrchestrator coordoneaza executia cu mai
multi actori. Un EventPlanner construieste un graf happens-before pornind de la muchiile
temporale si aplicd inchiderea tranzitiva Floyd-Warshall [13] pentru a obtine o ordine totala,
apoi Tmparte evenimentele in segmente temporale prin planificare ghidatd de dependente
(Algoritmul 1). Evenimentele dintr-un segment se executd concurent; segmentele se executd
secvential. Astfel sunt suportate trei tipare de sincronizare: secvential (e; — e»), paralel
(e; <> ey via same_time) si Intretesut (e || e, via concurrent).

Etapa 4: Executie si Captura. Actiunile sunt distribuite handlerelor de actori din mediul

3D. PedHandler gestioneaza ciclul de viata al actorilor, 55 de clase de actiuni implementeazd
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Figura 4.3: Date multi-modale. Sus: cadru RGB cu evenimentele active si adnotéri spatiale
relative la camerd. Jos: segmentare la nivel de instantd prin hashing de texturi in HLSL —
fiecare texturd unica este mapata la o culoare distinctd. Figura din [7].

intreaga taxonomie de actiuni, sistemul de locatie gestioneazad semantica spatiald si selectia
POlI-urilor, iar sistemul de camera oferd cinematografie automatd cu urmadrirea actorilor pe
baza focusului. Un EventBus decupleazd orchestrarea de sistemul de colectare a artefactelor

printr-un mecanism de tip publisher-subscriber.

4.4 Colectare Multi-Modala a Artefactelor

Sistemul de colectare a artefactelor surprinde adnotéri dense, aliniate pe cadru, in timpul simu-
ldrii, fard cost suplimentar. Un ArtifactCollectionManager coordoneaza capturarea printr-o
masind de stdri de tip freeze/collect/unfreeze, asigurand captura multi-modald consistenta pe
cadru. Sistemul produce trei tipuri principale de artefacte (Figura 4.3):

Captura RGB foloseste un modul nativ C++ construit peste API-ul Windows Desktop
Duplication (DXGI), care preia cadrele direct din front buffer-ul GPU-ului, cu latentd minima.
Cadrele sunt codificate in H.264 prin Windows Media Foundation, tot direct pe GPU.

Segmentarea la nivel de instanta este produsd de un pixel shader HLSL care atribuie
fiecarei texturi unice o culoare distinctd prin hashing FNV-1a, oferind o segmentare la nivel
de texturd mai find decat méstile clasice la nivel de obiect.

Grafuri de relatii spatiale per cadru sunt calculate interogand pozitia si rotatia 3D a
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fiecdrei entitdti la fiecare cadru si calculand relatiile dintre toate perechile de entitidti — nu

doar entitate-camerd — cu identificatorii la nivel de poveste pastrati pe parcursul simuldrii.
Alinierea temporala eveniment-cadru este obtinutd prin abonarea la semnalele

graph_event_start si graph_event_end, nregistrand cadrul exact la care fiecare eveni-

ment GEST incepe si se termina.

4.5 Generare Procedurala de GEST-uri

Generatorul procedural produce GEST-uri aleatoare, dar valide, pornind de la registrul de
capabilititi al motorului. El functioneazd prin generarea de lanturi de actiuni pe runde:
pentru fiecare regiune din succesiunea spatiald a povestii, fiecare actor primeste cate un lant
de actiuni pe rundd, construit urmand secvente valide de actiuni la POI-urile disponibile.
Lanturile sunt construite in buffere temporare si sunt definitivate in GEST doar atunci cand
sunt complet valide, garantdnd executabilitatea prin constructie. Interactiunile dintre actorii
aflati in aceeasi locatie (strangeri de mand, conversatii, schimburi de obiecte) sunt create cu
constrangeri same_time pentru executie sincronizatd. Relatiile temporale dintre runde si
tranzitiile intre regiuni asigura o ordonare secventiald curata.

In afara generirii de sine stitdtoare, generatorul procedural serveste si ca backend de
gestionare a stdrii pentru sistemul agentic descris in Capitolul 5, expunand starea sa in-
ternd (actori, evenimente, constrangeri, urmarirea obiectelor, capacitatea POI-urilor) printr-o
interfatd de delegare ce permite unui agent extern bazat pe LLM si invoce aceleasi operatii

validate.

4.6 Pipeline-ul de Generare a Textului

Motorul produce descrieri in limbaj natural ale povestilor simulate printr-un pipeline in doud
etape. Mai intdi, un generator de proto-limbaj concateneazd mecanic numele actiunilor
cu descrierile entitdtilor si conectorii temporali, producand o iesire intentionat incorecta
gramatical, dar completd din punct de vedere informational. Apoi, GPT-40 rescrie proto-

limbajul intr-un text natural si corect gramatical, pastrand toate actiunile si relatiile temporale.

4.7 Orchestrarea Productiei

Pipeline-ul de productie gestioneazd executia n lot pe mai multe masini virtuale paralele.
Un orchestrator Python centralizat se ocupd de distributia joburilor, monitorizarea stdrii,
detectia si recuperarea automatd in caz de eroare, validarea artefactelor si incircarea in cloud.
Corpusul GTASA, format din 938 de videoclipuri, a fost produs pe o singurd statie de lucru
cu 128 GB de RAM, folosind 25 de masini virtuale paralele.
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Capitolul 5

Generare Agentica Text-GEST

5.1 Introducere

Abordarile text-spre-GEST din Capitolul 3 produc GEST-uri la nivel semantic, insd niciuna
nu garanteaza ca graful rezultat este executabil de ciatre GEST-Engine. Un GEST care face
referire la actiuni, obiecte sau locatii care nu existd in mediul de simulare ori care incalcd
constrangerile temporale si regulile lanturilor de actiuni va esua la executie. Provocarea este
de a genera GEST-uri care sunt 1n acelasi timp coerente narativ (spun o poveste cu sens) si
valide pentru simulator (respectd constrangerile motorului). LLM-urile exceleaza la primul
aspect, dar nu pot urmadri precis starea pe parcursul celor 50-200 de evenimente ale unei

povesti cu mai multi actori, ceea ce este necesar pentru cel de-al doilea.

5.2 Abordarea LLM cu Etape

Am construit mai intdi un pipeline de rafinare LLM organizat pe etape: un workflow Lan-
gGraph care inldntuie sase etape specializate — Concept (GEST ierarhic abstract), Casting
(alocarea de skinuri), Episode Placement (mapare scene la episoade), Setup (pregdtire in afara
cadrului), Screenplay (translatarea naratiunii Tn secvente de actiuni) si Scene Detail (GEST
complet executabil) — fiecare cu validare a iesirii structurate prin Pydantic. Pipeline-ul a
produs povesti coerente narativ, dar din 50 de incercdri de generare, niciuna nu a produs o
specificatie executabild. Modurile de esec au inclus actiuni halucinate, lanturi de actiuni in-
valide, Tncdlcari ale ciclului de viatd al obiectelor, cicluri temporale si depdsirea contextului.
Problema fundamentald: LLLM-urile nu pot mentine coerenta stirii pe sute de evenimente, iar
corectia post-hoc presupune backtracking prin starea dependentd, cu cost superliniar. Acest

lucru a motivat o arhitecturd bazatd pe separarea responsabilitatilor.

O Acest capitol se bazeazi pe: Cudlenco, Masala, Leordeanu — trimisi spre publicare la CVPR Workshop
2026; arXiv:2604.10383 [8].
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Agentic Text-to-GEST System
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Figura 5.1: Arhitectura sistemului agentic. Director Agent planificd povestea si deleaga
scenele individuale cdtre Scene Builder Subagent. Ambii agenti interactioneaza prin Explo-
ration Tools (read-only) si Building Tools (care impun constrangerile), operand asupra unui
State Backend. Figura din [8].

5.3 Sistemul Agentic cu Apel de Functii

Sistemul agentic separd planificarea narativa de impunerea constrangerilor. LLM-ul ia deci-
ziile narative prin rationament in limbaj natural, n timp ce un backend programatic de stare
— generatorul procedural din Capitolul 4, refolosit ca strat de tools ce impune constrangerile
— gestioneazd urmdrirea stdrii prin apeluri validate de tools. Sistemul este construit pe Lan-
gGraph pentru orchestrarea workflow-ului si pe deepagents pentru delegarea ierarhicd intre
agenti. Atat Directorul, cit si Scene Builder-ul folosesc Claude Haiku' ca backend LLM.

Director Agent primeste un seed-text si parcurge patru faze: explorare (rasfoirea epi-
soadelor, regiunilor, POI-urilor si skinurilor prin tools read-only paginate), casting (crearea
actorilor cu nume, gen, skin si regiune de pornire), construirea scenelor (delegarea fiecarei
scene catre Scene Builder, insotitd de o descriere narativd a sarcinii) si finalizare (legarea
capetelor de scend prin constrangeri temporale Intre scene).

Scene Builder Subagent primeste un context izolat (scend, episod, regiune, actori,

1https ://www.anthropic.com/claude/haiku
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Tabela 5.1: Rate de succes la generare end-to-end. Tabel din [8].

Abordare Incerciri Reusite  Rati
LLM cu etape 50 0 0%

Procedural aleator 34 25 74%
Hibrid agentic (cu seed) 25 20 80%
Hibrid agentic (autonom) ~20 ~10 ~50%

descriere narativa) si construieste evenimentele printr-o masind de stdri organizatd pe runde.
In fiecare rundi: start_round returneazi stirile curente ale actorilor; pentru fiecare actor,
start_chain returneazd actiunile valide urmatoare, urmata de apeluri continue_chain si
de end_chain pentru commit; optional, do_interaction creeaza evenimente sincronizate
intre doi actori; end_round adaugd ordonarea temporald Intre actori. Scene Builder nu poate
crea actori, nu poate muta actori intre regiuni si nu poate finaliza GEST-ul — pastrand o
separare clard intre nivelul de poveste si cel de scend.

Relation Subagents imbogitesc optional graful cu relatii logice (causes, enables, pre-
vents, requires) si relatii semantice (observes, interrupts, motivates). Acestea populeazd
tipurile de muchii definite in formalismul GEST pe care generarea procedurald nu le produce
niciodata.

Impunerea constrangerilor prin tools implementeazd o masina de stiri tranzactionale cu
patru stiri (IDLE, STORY_CREATED, IN_SCENE, IN_ROUND). Mecanisme principale: urmari-
rea starii actorilor (posturd, obiecte tinute, locatie), lanturi tranzactionale (buffere temporare,
commit sau abandon), urmdrirea capacitdtii POI-urilor, detectia ciclurilor temporale si regu-
lile de interactiune. Fiecare GEST produs este executabil prin constructie, deoarece operatiile

invalide sunt respinse la nivel de tool.

5.4 Evaluare

Reusita generarii (Tabelul 5.1). Pipeline-ul cu etape produce 0% iesire executabild. Sis-
temul agentic obtine 80% in regim cu seed si aproximativ 50% in regim complet autonom.
Fiecare GEST valid este corect structural prin constructie — esecurile vin fie din partea
LLM-ului (bucle repetitive de planificare), fie din partea motorului, niciodata din Tncédlcarea
constrangerilor.

Calitatea narativa. Un juriu format din 3 modele LLM (GPT-5.2 Pro, Gemini 3.1
Pro, Claude Opus 4.6) a comparat povestile agentice cu cele procedurale. Atunci cand
naratiunea autoritd de Director este comparatd cu Video Descrierile din Graf (VDG) pro-
cedurale, naratiunile agentice castigd 79% dintre comparatiile de text si 74% dintre cele de
video, confirmand o structurd narativa veritabild, absentd din generarea procedurala.

Fidelitatea narativa. Acoperirea evenimentelor este 1,89/5 in regim autonom si 3,12/5

eqe v,
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cinematografice limitate, control temporal fin, atmosferd si combinarea lind a actiunilor)
decat limitari arhitecturale — sistemul agentic se transferd direct pe orice motor care expune

aceste canale.

5.5 Sistemul Agentic ca Realizare Completa a GEST

Pe parcursul acestei teze am construit incremental fiecare directie a platformei GEST. In
Capitolul 3 am dezvoltat conversia text-spre-GEST prin parsare bazata pe reguli, fine-tuning
pe GPT-3 si generare zero-shot cu ChatGPT [21] — producand grafuri valide narativ, dar
fard nicio garantie ca pot fi executate intr-o simulare. Am adaptat pipeline-ul de proto-limbaj
al lui Masala et al. [22] pentru generarea de text a motorului, addugand contextul de locatie
si de gen pentru a permite conversia GEST-spre-text pentru datele motorului. In Capitolul 4
am construit GEST-Engine [7, 9], care executd GEST-uri in mod determinist Tntr-un mediu
3D, si generatorul procedural care produce grafuri executabile la scard — dar doar cu relatii
temporale si fard coerentd narativd. Fiecare dintre aceste componente exercitd o parte a
formalismului GEST, dar niciuna nu il exercita in intregime simultan.

Sistemul agentic le aduce Tmpreund. Directorul foloseste proprietatea de expansiune
ierarhicd a GEST pentru a descompune o naratiune din limbaj natural in scene si apoi in
evenimente granulare — directia text-spre-GEST, acum cu garantii de executabilitate. Scene
Builder ancoreaza aceste evenimente in capabilitdtile motorului prin tools de explorare si
prin registrul de capabilititi. Backend-ul de stare impune validitatea prin acelasi generator
procedural care produce corpusul GTASA. Relation Subagents populeaza tipurile de muchii
logice si semantice definite in formalismul GEST — aceleasi tipuri de relatii pe care abordarile
noastre anterioare de text-spre-GEST le surprindeau la nivel narativ, dar pe care generatorul
procedural nu le produce niciodatd. GEST-Engine executd apoi graful complet populat,
producéand video cu adnotari dense. lar pipeline-ul de generare de text Tnchide bucla inapoi
spre limbaj natural.

Directia complementara este si ea activd. Abordarea de extragere video-spre-GEST a lui
Masala et al. [22] poate recupera grafuri structurate de evenimente din videoclipurile generate,
in timp ce pipeline-ul de generare de text converteste GEST-ul executat intr-o descriere VDG a
ceea ce s-a intamplat vizual. Pornind de la acel VDG, abordarea de reconstituire a naratiunii
folositd in evaluarea noastrd demonstreazd cd un LLM poate deduce intentia la nivel de
poveste pornind de la descrierea granulard a executiei — inchizéind astfel o a doua bucld, de
la video Tnapoi la limbaj natural, la nivel narativ, nu doar la nivelul actiunilor.

Capitolul urmadtor investigheazad valoarea practicd a adnotdrilor dense produse la scara

corpusului.
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Capitolul 6
Evaluare Experimentala

In acest capitol evaluim daci sistemul si datele rezultate sunt utile — nu doar ca artefact
de inginerie, ci ca instrument de cercetare pentru comunitatea mai largd a Intelegerii video.
Intrebarea centrali este in ce misuri putem folosi modelele explicite de lume oferite de
motoarele de joc 3D pentru a genera videoclipuri semnificative semantic, pentru intelegere

video si pentru benchmarking.

6.1 Setul de date GTASA

Am produs GTASA (Ground Truth Annotations for Spatiotemporal Analysis): 938 de video-
clipuri cu mai multi actori, generate procedural, care cuprind 28.200 de clipuri de actiune din
37 de tipuri de actiuni si 14,3 ore de filmare, cu 892 de milioane de relatii spatiale pereche
distribuite pe 1,45 milioane de cadre si 29.579 de alinieri temporale exacte eveniment-cadru.
Fiecare poveste are Intre 7 si 65 de evenimente (medie 29,4) cu 2—6 actori (medie 3,43),
desfisurate in 10 episoade din 4 categorii de medii. Corpusul este public!, alituri de codul
sursi al GEST-Engine? si de sistemul de orchestrare?.

Tabelul 6.1 comparda corpusul GTASA cu seturi de date video si platforme sintetice
existente. Per clip, GEST-Engine oferd cu doud ordine de marime mai multe relatii spatiale
decat Action Genome (31,6K fatd de 170 per clip). Folosind aceleasi descrieri textuale ca
prompturi, am generat si videoclipuri corespunzitoare cu VEO 3.1 [14] si WAN 2.2 [28] ca

metode neurale de referintd pentru evaluarea umana si pentru experimentele de captioning.

OAcest capitol se bazeazi pe: Cudlenco, Masala, Leordeanu — trimisi spre publicare la ECCV 2026;
arXiv:2604.10385 [9].

'https://huggingface.co/datasets/nnc—®®1/gtasa—®1

2https://github.com/ncudlenco/mta—sim

3h’ctps ://github.com/ncudlenco/multiagent_story_system
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Tabela 6.1: Comparatie cu seturi de date video si platforme sintetice. Per clip, GEST-Engine
oferd cu doud ordine de marime mai multe relatii spatiale decat Action Genome (31,6K fatd
de 170 per clip). Tabel din [9].

Set de date Clipuri Ore Rel. Spatiale Adn. Temp. Interact.
VideoMix22M [2] 22M 1M+ - - nu
Kinetics [18] 650K 1,800 - nivel de clip nu
Action100M [5] 147M 128K - aprox. nu
CARLA [11] - - - - nu
BEDLAM [4] 30K - - - nu
VirtualHome [25] 2.8K - - nivel de actiune nu
VH Act. Genome [26] 5.8K — grafdescend nivel de actiune nu
PVSG [31] 400 — 150K cadre adnotat da
GEST [21] 25 - - secvential nu
Action Genome [17] 10K 82 1.7M 5 cadre/act. da

GEST-Engine (al nostru)  28.2K  14.3 892M 29.6K concurent da

6.2 Evaluare Umana a Generarii Video

Am colectat 1.020 de adnotdri de la 16 evaluatori independenti pe 766 de videoclipuri unice,
evaluand validitatea fizica (binar) si alinierea semantica (scald Likert 1-5). GEST-Engine
obtine 69% validitate fizicd fatd de 18% (VEO) si 13% (WAN) si 4,09/5 aliniere semantica
fatd de 2,50 si 1,75 (Tabelul 6.2). Cele 31% de videoclipuri ale motorului considerate
invalide sunt artefacte vizuale ale jocului care std la baza simuldrii (defecte de animatie, jitter
de pathfinding), nu esecuri ale modelului de lume. Acordul intre adnotatori a fost moderat
pentru validitate (@ = 0,488) si substantial pentru alinierea semanticd (@ = 0,636, cu 85,4%
dintre dezacorduri in limita unui singur punct Likert).

Potrivirea inversa. Ca validare independentd, un alt grup de adnotatori a scris descrieri
textuale pornind exclusiv de la fiecare videoclip, fara sa vada promptul original; apoi jude-
catori au stabilit cat de bine se potriveste fiecare descriere cu promptul original folosit ca
ancord. Videoclipurile GEST-Engine obtin cel mai mare scor mediu de potrivire (56,64/100)
si cel mai bun rang mediu (1,42/3,00), urmate de VEO 3.1 (42,94, 1,86) si WAN 2.2 (23,44,
2,72) — videoclipurile generate de motor sunt descrise in moduri care recupereaza cel mai

fidel specificatia.

Tabela 6.2: Evaluare umand a calitatii generdrii video. Tabel din [9].

Categorie #Vid. Valid. (T) Sem. (T) Rang (])
GEST (al nostru) 281 0,69 4,09 1,08
VEO 3.1 255 0,18 2,50 2,04
WAN 2.2 230 0,13 1,75 2,88
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6.3 Captioning Video

Am facut fine-tuning pe doud modele de captioning video — VideoLLaMA3 2B [32] si
Qwen3-VL 2B [3] —1n trei conditii: fine-tuning pe date GEST urmat de fine-tuning pe video
real (G), fine-tuning pe date VEO urmat de fine-tuning pe video real (V) si antrenare exclusiv
pe date reale (R).

O proprietate distinctd a corpusului GTASA este cd fiecare eveniment are un interval
exact de cadre. Am exploatat acest lucru pentru a propune o strategie hibrida de esantionare
a cadrelor: pentru fiecare eveniment de actiune din GEST am ales cadrul din mijloc (cadrul
situat la centrul temporal al duratei evenimentului), apoi am completat sloturile rimase (pand
la maximum 64 de cadre) cu cadre esantionate uniform la 1 fps. Astfel, fiecare actiune este
reprezentatd de cel putin un cadru, chiar si pentru evenimente scurte pe care esantionarea
uniforma le-ar putea rata complet. Tabelul 6.3 aratd efectul: abordarea hibrida imbunatateste

5 din 7 metrici, cu cea mai mare crestere la CIDEr (+6,47).

Tabela 6.3: Ablatie a esantiondrii cadrelor pe VideoLLaMA3 2B (conditia G). Tabel din [9].

Metodd BLEU-4 METEOR CIDEr ROUGE-L SPICE BERTSc. BLEURT

Hibrid 13,62 36,36 30,25 36,95 29,72 90,64 54,13
Uniform 12,73 35,08 23,78 36,64 29,43 90,65 54,59

Tabelul 6.4 prezinta rezultatele complete pentru captioning. Modelele antrenate prealabil
pe date GEST le-au depasit constant pe celelalte, obtinand cele mai bune scoruri la sase din
sapte metrici automate, in ciuda diferentei mari de domeniu vizual. Antrenarea prealabila pe
VEO afecteaza performanta comparativ cu antrenarea exclusiv pe date reale (V se claseaza
ultimul pe VideoLLaMA3, cu 4,00) — datele sintetice realiste vizual, dar nesigure semantic,
sunt mai ddunatoare decat absenta lor. Un juriu independent format din LLM-uri (GPT-5.2

Pro, Gemini 3.1 Pro, Claude Opus 4.6) a confirmat aceeasi ierarhie.

6.4 Sondare Spatio-Temporala

Am sondat patru video-encoders inghetati — V-JEPA 2 [2], VideoMAE V2 [29] (auto-
supervizati), Qwen3-VL [3], VideoLLaMA3 [32] (video-encoders ale unor VLM-uri) —
pe 11 sarcini de rationament spatio-temporal, folosind ground truth-ul 3D exact din corpus
(Tabelul 6.5).

Video-encoders auto-supervizati codificd structura spatiald mai bine decdt video-encoders
ale VLM-urilor. V-JEPA 2 si VideoMAE V2 le depasesc constant pe Qwen3-VL pe aproape
toate sarcinile (medie 60,6 si 59,9 fatd de 52,4), desi Qwen3-VL este antrenat pe date cu
ordine de marime mai mari, sub supraveghere lingvisticd. Extindem astfel observatia din

[12, 27] de la imagini la video-encoders inghetati.
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Tabela 6.4: Rezultatele de captioning video. G = GEST apoi Real, R = doar Real, V = VEO
apoi Real, H = Referintd umand. Metrics Rank este media rangurilor pe cele 7 metrici (H
primeste rang 1). Jury Rank este media rangurilor date de cele trei LLM-uri de frontierd. All
Avg este media intre ranguri si juriu. Tabel din [9].

VideoLLaMA3 2B Qwen3-VL 2B

Metricd H G R v H G R A"
BLEU-4 - 13,62 1349 1148 | - 10,70 11,66 8,51
METEOR - 36,36 34,02 3271 - 29,68 2940 27,59
CIDEr - 30,25 29,32 21,89 | - 21,46 2521 1731
ROUGE-L - 36,95 3528 3433 - 30,96 29,63 28,93
SPICE - 29,72 28,05 2644 | - 2506 2398 23,63
BERTScore - 90,64 90,67 90,31 - 89,99 89,82 89,80
BLEURT - 5413 5320 5299 | - 49,20 49,17 51,15
Metrics Rank (|) | 1,00 2,04 286 4,00 | 1,00 243 286 3,71
Jury Rank () 2,02 251 252 294 | 145 2,778 2,92 2,86
All Avg (]) 1,77 242 261 321 | 1,34 2,69 290 3,07

Cea mai mare diferentd intre video-encoders apare la sarcinile dinamice. La Prezenta
miscdrii diferenta dintre V-JEPA 2 (88,6%) si Qwen3-VL (63,1%) este de 25,5 puncte;
la Apropiere/Departare diferenta este de 13,8 puncte. Sarcinile care necesitd integrarea
schimbdrii spatiale in timp sunt cele la care video-encoders auto-supervizati se desprind cel
mai clar de cele ale VLM-urilor.

VideoLLaMA3 exceleazd la numdrarea actorilor. Pe cele 8 sarcini comune, VideoL-
LaMA3 se plaseazd intre video-encoders auto-supervizati si Qwen3-VL, dar le depiseste
dramatic pe toate la Numarul de actori (61,0% fatd de 37,3% pentru V-JEPA 2). Numararea
este un mod cunoscut de esec al video-encoders supervizati prin limbaj [23].

Determinarea directiei intre doud entitdti ramane dificild. Scorurile la Directia pereche
sunt doar marginal peste baseline-ul aleator de 12,5% pentru toate video-encoders (15—17%),
indicand cd rationamentul directional fin intre entititi este slab reprezentat in video-encoders

actuali.

6.5 Studiu de caz: Punctele Slabe ale VLM-urilor

Am evaluat dacd VLM-urile de frontierd pot detecta videoclipuri fizic invalide, folosind 94
de videoclipuri pe care toti adnotatorii au fost de acord (45 valide, 49 invalide; 49 GEST,
25 VEO, 20 WAN). GPT-5.2 Pro, Gemini 3.1 Pro si Claude Opus 4.6 au primit aceleasi
instructiuni de validitate folosite in studiul uman (Tabelul 6.6).

Toate cele trei modele se situeazd in jurul a 56% acuratete — abia peste cei 47,9% pe
care i-ar obtine un clasificator banal care declard totul ca valid. Esecul este sistematic, nu
specific unui model: votarea cu majoritate intre cele trei modele da doar 58,51%. Cel mai

elocvent este comportamentul calitativ: atunci cand li se cere sd descrie aceste videoclipuri
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Tabela 6.5: Acuratete echilibratd (%) pe sarcinile de sondare spatio-temporald. VL3* =
partial (8/11). Tabel din [9].

Categorie Sarcind Aleat. V-JEPA2 VMAE V2 Qwen3 VL3*
Scend Nr. actori 20,0 37,3 33,0 32,2 61,0
Pres. miscare 50,0 88,6 87,6 63,1 -
Entitate  Pres. entit. 50,0 66,2 63,0 56,2 -
Dist. camera 33,3 57,9 58,2 574 57,8
Schimb. unghi 50,0 75,5 75,3 62,4 60,1
Apropie/Depart. 50,0 70,9 68.9 57,1 54,0
Pereche  Ord. adiancime 50,0 61,3 63,0 59,4 -
Directie per. 12,5 174 16,4 15,1 15,7
Distanta per. 33,3 40,0 41,9 36,1 40,1
Miscare rel. 50,0 67,8 69,4 61,5 62,8
Temporal Limita evenim. 50,0 84,1 81,7 75,6 78,7
Medie (toate 11) 60,6 59,9 52,4 -
Medie (8 comune) 56,4 55,6 497 53,8

invalide, modelele ignora cu totul inconsistentele si nareaza evenimentele Tn mod natural,
chiar si atunci cand obiectele se teleporteazd sau actorii 1si schimba identitatea in mijlocul
scenei. Nu doar cd nu reusesc sd detecteze inconsistentele — nu reprezintd deloc tipul de

permanentd a obiectelor si de urmdrire a identitdtii care ar face detectia posibild.

6.6 Discutii

O temad recurentd este cad coerenta semanticad conteazd mai mult decat realismul vizual. Vide-
oclipurile generate de motorul nostru — 1n ciuda graficii din 2004 — depésesc generatoarele
neurale de top in ceea ce priveste fidelitatea semanticd, oferd date de pretraining mai eficiente
decat videoclipurile fotorealiste produse de VEO si permit sarcini de sondare diagnostice pe
care niciun set de date din lumea reald nu le poate sustine. Aceasta aratd ca modelele expli-
cite de lume, insotite de reprezentdri structurate, oferd o valoare complementara realismului

vizual al generdrii neurale.

Tabela 6.6: Performanta VLLM-urilor de frontierd la detectia validitdtii videoclipurilor. Tabel
din [9].

Model Acuratete Precizie Recall Fl1

gpt-5.2-pro 56,38 68,94 5454 4484
gemini-3.1-pro 56,38 59,76 57,44 54,09
claude-opus-4.6 55,32 60,21 56,60 51,62

Juriu (maj.) 58,51 60,23 59,21 57,70
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Capitolul 7

Concluzii si Directii Viitoare

7.1 Sinteza Contributiilor

Aceastd tezad a investigat intelegerea vizuald din perspectivda biologicd si computationala,
producand cinci contributii:

Semnalele creierului si intelegerea vizuali [ 10]. Inregistririle EEG din timpul recunoasterii
vizuale au aratat cd electrozii frontali asociati procesarii cognitive de nivel superior contri-
buie mai mult la acuratetea clasificdrii decat electrozii occipitali plasati deasupra cortexului
vizual. Combinarea EEG cu features vizuale profunde a imbunatdtit recunoasterea de la 91%
la peste 97%, confirméand cd semnalele cerebrale poartd informatie complementard. Aceastd
observatie ne-a motivat sa ciutdm reprezentari explicite si conceptuale ale continutului vizual.

Reprezentarea GEST [21]. Graful Evenimentelor in Spatiu si Timp descompune scenele
vizuale si descrierile textuale in evenimente conectate prin relatii temporale, spatiale si
semantice. GEST a depdsit metricile consacrate de similaritate a textelor prin potrivire de
grafuri, iar videoclipurile generate prin GEST au fost preferate de evaluatorii umani in 87%
din cazuri 1n raport cu metodele neurale de referinta.

Motorul GEST [7, 9]. Un sistem complet pentru generarea de videoclipuri cu mai multi
actori si adnotéri dense la nivel de cadru, fard cost suplimentar. Motorul implementeazd
orchestrarea temporald prin algebra intervalelor a lui Allen, cuplati cu satisfacerea constran-
gerilor 1n stil Floyd-Warshall, un sistem de chain-ID pentru identitatea obiectelor si colectarea
multi-modali a artefactelor (RGB, segmentare la nivel de instantd, grafuri de relatii spatiale,
alinieri eveniment-cadru, descrieri in limbaj natural). Sistemul cuprinde aproximativ 100.000
de linii de cod, scrise de un singur cercetdtor pe parcursul a sase ani.

Generarea agentica text-spre-GEST [8]. Un sistem bazat pe LLM care separd pla-
nificarea narativd de impunerea constrangerilor, obtinand o ratd de succes end-to-end de
80% fata de 0% pentru variantele bazate exclusiv pe LLM organizat in etape. Naratiunile
agentice castigd 79% dintre comparatiile de text si 74% dintre cele de video 1n raport cu

metodele procedurale de referintd. Cu Relation Subagents care populeaza tipurile de muchii
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logice si semantice, aceasta este prima abordare care exercitd ntreaga capacitate expresiva a
formalismului GEST.

Validarea experimentala [9]. Corpusul GTASA (938 de videoclipuri, 892 de milioane
de relatii spatiale) a evidentiat trei rezultate: videoclipurile generate de motor obtin 69%
validitate fizica fatd de 18%/13% pentru VEO/WAN; pretraining-ul pe GEST depdseste
VEO si antrenarea exclusiv pe date reale pentru captioning video; iar video-encoders auto-
supervizate codifica structura spatiald semnificativ mai bine decat encoders vizuale ale VLM-
urilor, in timp ce VLM-urile de frontierd obtin rezultate apropiate de sansa (56%) la detectia

videoclipurilor fizic invalide.

7.2 Directii Viitoare

Mai multe directii extind aceastd lucrare. Portarea pe GTA V prin FiveM ar reduce sem-
nificativ diferenta de domeniu vizual, pastrand in acelasi timp garantiile semantice. Modul
de camerd cinematic, implementat la nivel de infrastructurd, are nevoie de validare end-to-
end. Rata de succes de aproximativ 50% in regim autonom a sistemului agentic poate fi
imbunatdtita prin strategii mai bune de variatie si prin detectia buclelor. Folosirea videocli-
purilor generate prin GEST ca stimuli pentru colectarea de date EEG ar Inchide bucla inapoi
spre fundamentele biologice ale intelegerii vizuale explorate in Capitolul 2.

O directie deosebit de promitétoare este folosirea GEST-urilor ca modalitate de conditionare
pentru generatoarele neurale de video. Modelele actuale text-spre-video primesc un singur
prompt textual ca intrare si trebuie sa deducd singure intreaga dispunere spatiald, ordonarea
temporald si coordonarea dintre actori — ceea ce, dupd cum aratd experimentele noastre, nu
reusesc adesea sd facd. Un GEST oferd tocmai informatia structurata care lipseste din text:
ce actori existd, ce fac, in ce ordine si cu ce constrangeri temporale. Avem 1n vedere un
pipeline in doud etape: GEST-Engine genereazd un videoclip corect semantic, dar invechit
vizual, iar un model neural (de exemplu, o retea de translatare video-spre-video sau un model
de difuzie conditionat de GEST) il transforma in filmare fotorealistd pastrand continutul se-
mantic. Corpusul GTASA, cu tripletele lui de GEST-video-text imperecheate, oferd un set de
antrenare natural pentru aceasta abordare. Aceasta directie ar combina fidelitatea semantica
a modelelor explicite de lume cu realismul vizual al generdrii neurale si ar contribui la ex-
plicabilitatea videoclipurilor generate prin Al: fiindca specificatia GEST este lizibila pentru
oameni, iar fiecare cadru poate fi urmadrit pana la un eveniment specific din graf, continutul

generat ar deveni interpretabil si auditabil Intr-un mod 1n care generarea pur neurald nu este.
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7.3 Consideratii Finale

Aceastd tezd a pornit de la intrebarea cum functioneaza ntelegerea vizuala — atat in sistemele
biologice, cat si in cele computationale — si a ajuns la un sistem pentru generarea, adnotarea
si evaluarea continutului vizual prin reprezentdri structurate de evenimente. Drumul de la
citirea semnalelor cerebrale din Capitolul 2 la generarea de videoclipuri narative cu mai
multi actori din Capitolul 4 poate parea ocolit, dar urmeazd un singur fir: convingerea cd
intelegerea vizuald, 1n esentd, este despre evenimente — cine ce a facut, unde, cind si de ce
— nu despre pixeli.

Reprezentarea GEST intruchipeazi aceastd convingere. Plasand evenimentele si relatiile
dintre ele in centru, n loc de cadre si features, GEST oferd un nivel de descriere la care
vederea computationald si limbajul natural se Intalnesc firesc, la care generarea si intelegerea
impart acelasi vocabular si la care diferenta dintre ceea ce o masind poate produce si ceea
ce poate explica se reduce la zero. Fiecare videoclip pe care il produce GEST-Engine este
complet explicat de graful care 1-a generat; fiecare adnotare este exactd pentru ca provine din
modelul lumii, nu dintr-un efort de etichetare ulterior.

Credem cd aceastd abordare — modele explicite de lume cu specificatii structurate de
evenimente — va deveni din ce In ce mai importantd pe masurd ce domeniul trece de la
generarea de clipuri scurte la producerea de naratiuni lungi, coerente, cu mai multi actori.
Generatoarele neurale vor continua sd se imbundtdteascd in privinta realismului vizual, dar
fidelitatea semanticd va necesita exact acel tip de structurd formald pe care o oferd reprezen-
tari precum GEST. Cele doud paradigme nu sunt concurente, ci complementare: modelele
explicite genereaza datele structurate si garantiile semantice, iar modelele implicite genereaza
realismul vizual si bogdtia perceptuald.

Instrumentele pe care le-am construit — reprezentarea, motorul, generatorul agentic,
corpusul si metodologia experimentald — sunt publice. Sperdm cd vor servi nu doar ca
infrastructurd de cercetare pentru comunitatea intelegerii video, ci si ca fundament pentru
viziunea pe termen lung de a apropia perceptia, limbajul si gandirea prin reprezentdri vizuale

structurate.
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