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Reþelele neurale prezintã o abordare alternativã promiþãtoare la predicþia seriilor de timp. În acest articol se aplicã reþelele neurale la predicþia unor serii de timp reprezentând mãsuratorile debitelor lichide medii lunare efectuate la cinci posturi hidrometrice reprezentative. 
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1. Introducere





Predicþia fenomenelor naturale legate de scurgerea râurilor - debitele de diferite asigurãri, inundaþiile, fenomenele de secare - constituie una din prioritãþile hidrologiei în momentul de faþã. Pentru realizarea unor predicþii adecvate este necesarã cunoaºterea modului de manifestare a fenomenului respectiv pe o perioadã îndelungatã de timp, de regulã mai mare de 30 de ani. În acest fel este favorizatã  dimensionarea folosinþelor de apã pe baza cãrora se poate trece la amenajarea complexã a râurilor pentru a putea preveni diferite evenimente nedorite sau pentru a le atenua. De asemenea, se pot semnala anumite tendinþe în modul de manifestare a râurilor care pot servi la evitarea efectelor nefaste prin aplicarea unor mãsuri adecvate.


Articolul de faþã prezintã o aplicaþie a reþelelor neurale la predicþia debitelor medii lunare lichide pe baza mãsurãtorilor efectuate la cinci posturi hidrometrice reprezentative. În acest scop a fost folosit algoritmul Cascade-Correlation, un algoritm de învãþare supervizatã constructivã. Avantajele acestui algoritm constau în convergenþa mai rapidã ºi eliminarea necesitãþii de a determina a priori topologia reþelei.


În al doilea capitol sunt prezentate pe scurt reþelele neurale feed-forward ºi algoritmul Backpropagation. De asemenea, este prezentat algoritmul de învãþare Quickpropagation, folosit pentru antrenarea unitãþilor de ieºire ºi candidat din algoritmul Cascade-Correlation. Capitolul urmãtor trateazã algoritmul de învãþare Cascade-Correlation. Al patrulea capitol prezintã modelul experimental. Sunt analizaþi parametrii folosiþi ºi sunt prezentate cele mai bune rezultate obþinute pentru cele cinci serii de timp, precum ºi valorile parametrilor corespunzãtoare acestor rezultate.





2. Reþelele neurale 





Reþelele neurale  sunt structuri de procesare a informaþiei, bazate pe modul de funcþionare a creierului uman ºi sunt aplicate în general la recunoaºterea formelor, analiza datelor , sisteme suport de decizie, predicþia seriilor de timp, etc.


O reþea neuralã este o structurã de procesare a informaþiei paralelã, distribuitã care constã în unitãþi de procesare (care pot avea o memorie localã ºi pot efectua operaþii locale de procesare a informaþiei) interconectate prin conexiuni. Fiecare unitate de procesare are o singurã conexiune de ieºire care se ramificã în conexiuni colaterale; fiecare conexiune colateralã propagã acelaºi semnal: semnalul de ieºire al unitãþii de procesare. În fiecare unitate de procesare are loc o prelucrare a informaþiei, care trebuie sã fie complet localã; adica, trebuie sã depindã numai de valorile curente ale semnalelor de intrare ce sosesc la unitatea de procesare prin conexiuni ºi de valorile înregistrate în memoria localã a unitãþii de procesare.


Reþelele neurale îºi dezvoltã capacitãþile de prelucrare a informaþiei prin învãþarea din exemple.Tehnicile de învãþare pot fi împãrþite  în douã categorii:  învãþarea supervizatã ºi învãtarea nesupervizatã.


Învãþarea supervizatã necesitã un set de exemple pentru care se ºtie rãspunsul dorit al reþelei. Procesul de învãþare constã în adaptarea reþelei astfel încât sã producã rãspunsul corect pentru setul de exemple. Reþeaua obþinutã ar trebui sã fie capabilã sã generalizeze, adicã sã dea un rãspuns bun atunci când sunt prezentate alte exemple.


La învãþarea nesupervizatã, reþeaua neuralã este autonomã: prelucreazã datele care îi sunt prezentate, gãseºte anumite proprietãþi ale lor ºi învatã  sã reflecte aceste proprietãþi la ieºire.


Multe din tehnicile de învãþare sunt legate de anumite topologii de reþele neurale.





2.1 Reþelele neurale feed-forward ºi algoritmul de învãþare Backpropagation





Reþelele neurale feed-forward [1] sunt reþele în care unitãþile de  procesare (neuronii) sunt în general aranjate pe niveluri. O reþea feed-forward se noteazã �EMBED Unknown���, unde:


�EMBED Unknown����seq Equation  \* Arabic  \h�	reprezintã numãrul unitãþilor de intrare;


�EMBED Unknown����seq Equation  \* Arabic  \h�	reprezintã numãrul nivelurilor ascunse;


�EMBED Unknown����seq Equation  \* Arabic  \h�	reprezintã numãrul nodurilor din nivelul ascuns �EMBED Unknown����seq Equation  \* Arabic  \h�;


�EMBED Unknown����seq Equation  \* Arabic  \h�	reprezintã numãrul unitãþilor de ieºire.





�EMBED Unknown����seq Equation  \* Arabic  \h�





�EMBED Unknown���





Figura 1: Reþea neuralã feed-forward cu structura 3x4x3





Figura 1 prezintã o reþea feed-forward tipicã cu 2 niveluri, în întregime conectatã, cu o structurã 3x4x3.


Prin convenþie, nu se numãrã nivelul de intrare, deoarece unitãþile de intrare nu sunt unitãþi de prelucrare, ele doar transmiþând mai departe vectorul de intrare x . Unitãþile din nivelurile ascunse ºi din nivelul de ieºire sunt unitãþi de prelucrare. Fiecare unitate de prelucrare are o funcþie de activare. Cea mai folositã funcþie de activare este funcþia sigmoidã:





	�EMBED Unknown���


�seq Equation  \* Arabic�7�


Intrarea reþelei în unitatea de procesare j este datã de:


	�EMBED Unknown���,


�seq Equation  \* Arabic�8�


unde �EMBED Unknown����seq Equation  \* Arabic  \h� sunt ieºirile unitãþilor din nivelul anterior, �EMBED Unknown����seq Equation  \* Arabic  \h� este ponderea conexiunii de la unitatea i la unitatea j, iar �EMBED Unknown����seq Equation  \* Arabic  \h� este bias-ul unitãþii j.


Valoarea de activare (ieºirea) unitãþii j este datã de:


	�EMBED Unknown���


�seq Equation  \* Arabic�12�


Se observã cã:


	�EMBED Unknown���,


�seq Equation  \* Arabic�13�


deci derivata este o funcþie simplã de ieºire.


Algoritmul de învãþare Backpropagation este un algoritm de învãþare supervizatã, promovat în 1986 de D. Rumelhart  ºi J. McClelland  [1]. Acest algoritm constã în optimizarea iterativã a unei funcþii de eroare, reprezentând o mãsurã a performanþei reþelei. Funcþia de eroare folositã este suma erorilor pãtratice medii la ieºirile reþelei, pentru toate exemplele din setul de antrenament. Eroarea pentru un exemplu p se defineºte ca fiind:


	�EMBED Unknown���


�seq Equation  \* Arabic�14�


unde dpj este valoarea doritã la ieºirea j, pentru exemplul p, iar apj este valoarea obþinutã la ieºirea j, pentru exemplul p.


Eroarea totalã este:


	�EMBED Unknown���


�seq Equation  \* Arabic�15�


unde P este numãrul de exemple de antrenament.


În timpul procesului de antrenare, este folosit un set de exemple, fiecare exemplu fiind o pereche formatã din intrarea ºi ieºirea corespunzãtoare doritã. Exemplele sunt prezentate reþelei secvenþial, într-o manierã iterativã. Se realizeazã corecþiile ponderilor, pentru a adapta reþeaua la comportarea doritã. Aceastã iterare continuã pânã când ponderile conexiunilor permit reþelei sã realizeze transformarea doritã. Fiecare prezentare a întregului set de antrenament se numeºte epocã.


Pentru a minimiza eroarea totalã, se foloseºte metoda gradienþilor. Modificarea fiecãrei ponderi este proporþionalã cu derivata mãsurii erorii în raport cu ponderea respectivã.


	�EMBED Unknown���


�seq Equation  \* Arabic�16�


unde �EMBED Unknown����seq Equation  \* Arabic  \h� este un parametru care determinã dimensiunea pasului, numit rata de invãþare.


Derivata erorii este:


	�EMBED Unknown���


�seq Equation  \* Arabic�18�


unde, pentru o unitate de ieºire:


	�EMBED Unknown���


�seq Equation  \* Arabic�19�


iar pentru o unitate ascunsã:


	�EMBED Unknown���


�seq Equation  \* Arabic�20�


unde �EMBED Unknown��� sunt semnalele de eroare de la nivelul urmãtor nivelului în care se aflã unitatea j.





 2.2. Algoritmul de învãþare Quickpropagation





Algoritmul Quickpropagation [3] diferã de Backpropagation prin modul în care sunt adaptate ponderile.


Regula de actualizare a ponderilor este:


	�EMBED Unknown���


�seq Equation  \* Arabic�21�


unde �EMBED Unknown����seq Equation  \* Arabic  \h� ºi �EMBED Unknown����seq Equation  \* Arabic  \h� sunt panta curentã, respectiv precedentã, a erorii în raport cu ponderea �EMBED Unknown����seq Equation  \* Arabic  \h�. �EMBED Unknown����seq Equation  \* Arabic  \h� este definitã astfel:


�EMBED Unknown���


unde E(t) ºi�EMBED Unknown��� au aceleaºi valori ca în algoritmul Backpropagation, iar P este numãrul de exemple de antrenament.


Panta erorii este derivata erorii totale E, deci semnalele de eroare �EMBED Unknown����seq Equation  \* Arabic  \h� trebuie sã fie acumulate pentru toate cele P exemple de antrenament. Aceasta înseamnã cã ponderile sunt ajustate numai dupã prezentarea tuturor exemplelor din setul de antrenament.


Pentru a începe regula de actualizare sau pentru a continua în cazul în care panta precedentã a erorii�EMBED Unknown����seq Equation  \* Arabic  \h� este 0, regula de actualizare a ponderilor se schimbã astfel:


	�EMBED Unknown���


�seq Equation  \* Arabic�28�


Prin urmare, se adaugã la pondere panta curentã înmulþitã cu o ratã de invãþare �EMBED Unknown����seq Equation  \* Arabic  \h� dacã panta precedentã este 0, sau dacã panta precedentã ºi cea curentã au aceeaºi direcþie.


Pentru a evita paºii prea mari, în regula de actualizare a ponderilor se introduce un parametru �EMBED Unknown���:


	�EMBED Unknown���


unde S. Fahlmann sugereaza o valoare �EMBED Unknown���=1.75.





2.3. Învãþarea supervizatã constructivã





Ceea ce caracterizeazã algoritmii de învãþare supervizatã neconstructivi (Backpropagation, Quickpropagation) este necesitatea de a determina topologia reþelei (numãrul de niveluri ºi numãrul neuronilor de pe fiecare nivel) înainte de aplicarea algoritmului. Acurateþea învãþarii ºi buna generalizare depind foarte mult de topologia reþelei alese. Determinarea celei mai bune topologii pentru o problemã ºi un set de antrenament se bazeazã pe criterii empirice, find necesar un proces destul de lung.


Algoritmii de învãþare constructivi [4] se caracterizeazã prin faptul cã determinarea topologiei reþelei este parte a algoritmului. De obicei, algoritmii constructivi pornesc cu o reþea minimalã alcãtuitã numai din unitãþi de intrare ºi de ieºire interconectate. Apoi se adaugã treptat unitãþi între unitãþile de intrare ºi cele de ieºire, aceste noi unitãti formând unul sau mai multe niveluri. Algoritmii constructivi existenþi diferã prin: momentul când se adaugã noi unitãþi, locul unde vor fi plasate aceste unitãþi ºi numãrul de unitãþi  adãugate la un moment dat. Procesul de creºtere a reþelei se incheie când reþeaua a invãþat setul de antrenament la un nivel acceptabil. Algoritmii constructivi pot avea o vitezã de convergenþã mai mare decât cei neconstructivi, deoarece antrenarea se face pe o reþea care creºte ºi de aceea ponderile actualizate la fiecare pas sunt mai puþine decât în cazul antrenãrii întregii reþele la fiecare pas.


O problemã nerezolvatã încã este faptul cã topologia finalã obþinutã de algoritmii constructivi nu este neapãrat cea optimã. Topologia finalã depinde de metoda de construcþie a algoritmului, deci de modul în care unitãþile sunt adãugate la reþea. O metodã de construcþie care sã obþinã topologia optimã pentru orice problemã datã nu se cunoaºte încã. O abordare posibilã este considerarea mai multor metode de construcþie ºi selectarea aceleia care obþine cele mai bune rezultate pentru problema datã, criteriul de comparaþie fiind în general acurateþea generalizãrii.





3. Algoritmul de învãþare Cascade-Correlation





Algoritmul de învãþare Cascade-Correlation este un algoritm constructiv de învãþare supervizatã introdus în [2].


Arhitectura iniþialã a algoritmului este ilustratã în Figura 2. La începutul algoritmului, reþeaua este un perceptron cu un singur nivel, cu fiecare unitate de intrare conectatã la fiecare unitate de ieºire.





�EMBED Word.Picture.8���


Figura 2: Arhitectura iniþialã a algoritmului Cascade-Correlation





Algoritmul de învãþare constã din douã etape: antrenarea unitãþilor de ieºire ºi crearea unei unitãþi noi.


În prima etapã conexiunile directe intrare-iesire sunt antrenate cât se poate de bine pe întregul set de antrenament folosind Quickpropagation. Deoarece este antrenat un singur nivel, nu este necesarã o propagare înapoi a erorilor. Dacã nu a apãrut o reducere semnificativã a erorii dupã un anumit numãr de epoci, întregul set de antrenament este rulat prin reþea încã o datã pentru a mãsura eroarea. Dacã eroarea este mai micã decât toleranþa specificatã, algoritmul se opreºte. Dacã este necesarã reducerea erorii, începe etapa de creare a unei unitãþi noi.


În aceastã etapã, o nouã unitate ascunsã, conectatã la toate unitãþile de intrare ºi la unitãþile ascunse existente, este antrenatã cât se poate de bine pe întregul set de antrenament folosind Quickpropagation. Scopul acestei antrenãri este de a maximiza corelaþia dintre ieºirea acestei unitãþi ascunse ºi suma erorilor obþinute la unitãþile de ieºire. Dacã nu a apãrut o reducere semnificativã a erorii dupã un anumit numãr de epoci de antrenament, ieºirea noii unitãþi ascunse este conectatã la toate unitãþile de ieºire ale reþelei.


�


Figura 3: Arhitectura Cascade-Correlation dupã adãugarea unei unitãþi ascunse








Figura 3 aratã reþeaua dupã adãugarea unei unitãþi ascunse, iar Figura 4 ilustreazã reþeaua dupã adãugarea a douã unitãþi ascunse.





�EMBED Word.Picture.8���








Figura 4: Arhitectura Cascade-Correlation dupã adãugarea a douã unitãþi ascunse





În continuare, explicãm modul în care noua unitate ascunsã este antrenatã folosind Quickpropagation. Subliniem faptul cã noua unitate este antrenatã înainte de a fi adãugatã la reþea. Scopul antrenãrii este de a maximiza S, suma peste toate unitãþile de ieºire (o) a magnitudinii corelaþiei între oh, valoarea de ieºire a noii unitãþi ascunse ºi Eo, eroarea rezidualã observatã la unitatea de ieºire o. S este definitã astfel:





�EMBED Unknown���





unde Ep,o  este eroarea la ieºirea o pentru exemplul de antrenament p,�EMBED Unknown��� este ieºirea noii unitãþi ascunse pentru exemplul p, iar cantitãþile �EMBED Unknown���si �EMBED Unknown��� sunt valorile lui oh ºi Eo  impãrþite la numãrul exemplelor de antrenament. Pentru a maximiza S , se calculeazã derivata parþialã a lui S în raport cu ponderile �EMBED Unknown���  ale conexiunilor care intrã în noua unitate. 


Obþinem:


�EMBED Unknown���





nde �EMBED Unknown��� este semnul corelaþiei între valoarea de ieºire a noii unitãþi, �EMBED Unknown��� ºi eroarea ieºirii o, � ;�EMBED Unknown��� este derivata pentru exemplul p a funcþiei de activare a noii unitãþi în raport cu suma intrãrilor sale; Ii,p este intrarea pe care noua unitate o primeºte de la unitatea i, pentru exemplul p, unde unitatea i este fie o unitate de intrare a reþelei, fie o unitate ascunsã adãugatã anterior.


Singurele ponderi actualizate sunt ponderile � ale conexiunilor care intrã în noua unitate, de unde rezultã cã algoritmul Quickpropagation este folosit pentru antrenarea unui singur nivel. În acest fel nu este necesarã o propagare înapoi a erorilor. Ponderile conexiunilor care intrã în unitãþile ascunse anterior adãugate rãmân îngheþate. Când nu se mai imbunãtãþeºte, ieºirea noii unitãþi este conectatã la fiecare unitate de ieºire a reþelei ºi ponderile conexiunilor care intrã în noua unitate rãmân îngheþate pentru perioada de antrenare rãmasã.


Acum începe din nou antrenarea unitãþilor de ieºire ale reþelei, de aceastã datã ºi cu ponderile pornind de la noua unitate ascunsã adãugatã.


Pentru a mãri viteza de antrenare a noii unitãþi, un “bazin” de unitãþi candidat sunt antrenate în paralel, fiecare începând cu ponderi aleatoare diferite. Unitatea candidat care obþine cel mai mare S este aleasã ca noua unitate ce va fi adãugatã la reþea.


Corelând valoarea noii unitãþi ascunse cu eroarea obþinutã la unitãþile de ieºire, unitãþile de ieºire pot reduce eroarea în urmãtoarea epocã deoarece pentru exemplele de antrenanent care produc erori mari la ieºire, unitatea ascunsã va produce o valoare mare.





4. Modelul experimental





O serie de timp este o secvenþã de date ordonate în timp. Problemele de predicþie a seriilor de timp pot fi uºor asociate reþelelor neurale feed-forward [5, 6]. Numãrul unitãþilor de intrare corespunde numãrului de date de intrare. Numãrul unitãþilor de ieºire reprezintã orizontul predicþiei. Predicþia unui pas înainte poate fi realizatã cu o reþea cu o unitate de ieºire, iar predicþia a k paºi înainte poate fi asociatã unei reþele cu k unitãþi de ieºire. În Figura 5 este prezentat un model de reþea neuralã în care 8 termeni ai seriei de timp sunt folosiþi pentru a prezice urmãtorii 2 termeni.





		�EMBED Unknown���





Figura 5: Reþea neuralã pentru predicþia a 2 paºi înainte





În acest articol s-a folosit algoritmul de învãþare Cascade-Correlation pentru predicþia a cincii serii de timp reprezentând mãsuratorile debitelor medii lunare lichide efectuate la Orºova (Dunãre), Ismail (Dunãre), Podari (Jiu), Faþa Motrului (Motru) ºi Turburea (Gilort). Datele folosite pentru prima serie  de timp sunt cele din perioada 1959-1992, pentru a doua serie de timp cele din perioada 1946- 1986, iar pentru ultimele trei serii de timp cele din perioada 1956- 1989.


Debitul mediu lunar lichid reprezintã volumul de apã scurs prin secþiunea unui râu în decursul unei luni calendaristice raportat la unitatea de timp ºi se exprimã în m�EMBED Unknown���/sec.


O predicþie este consideratã corectã dacã valoarea abaterii este de cel mult �EMBED Unknown���din valoarea mãsuratã.


Ponderile au fost iniþializate cu valori aleatoare, uniform distribuite în intervalul [-1,1]. Datele au fost normalizate în intervalul [0,1] înainte de a intra în reþea :


	�EMBED Unknown���


�seq Equation  \* Arabic�30�


Predicþiile de la ieºirea reþelei au fost transformate la scala originalã înainte de a se calcula procentul predicþiilor corecte.


Algoritmul Quickpropagation, folosit pentru antrenarea unitãþilor de ieºire ºi a unitãþilor candidat, este îmbunãtãþit cu tehnica de eliminare a porþiunilor netede (“flat-spot”). Problema porþiunilor netede apare când ieºirea �EMBED Unknown��� a funcþiei de activare sigmoidã a unui neuron j se apropie foarte mult de 0 sau 1. În acest caz, derivata �EMBED Unknown����seq Equation  \* Arabic  \h� devine prea apropiatã de zero, iar semnalul de eroare �EMBED Unknown����seq Equation  \* Arabic  \h� are o valoare prea micã. Din aceastã cauzã, ponderile se modificã foarte puþin. Tehnica constã în adãugarea întotdeauna a constantei 0,1 la derivata lui �EMBED Unknown���, obþinând �EMBED Unknown����seq Equation  \* Arabic  \h�.


În continuare, prezentãm parametrii folosiþi în algoritmul Cascade-Correlation:


candDecay, outDecay:


cantitatea care se scade din panta fiecãrei ponderi care intrã într-o unitate candidat (de ieºire) la fiecare epocã. Astfel se previne obþinerea unor ponderi cu valori prea mari. În general, aceºti parametri se seteazã la 0. Dacã ponderile unitãþilor candidat (unitãþilor de ieºire) devin foarte mari �EMBED Unknown���, se seteazã candDecay (outDecay) la 0,001. În unele probleme care nu au suficiente exemple de antrenament se poate obþine o bunã generalizare ºi cu valori mai mari, ca de exemplu 0,01.


candMu, outMu:


parametrul�EMBED Unknown��� din algoritmul Quickpropagation, corespunzãtor antrenãrii unitãtilor candidat (de ieºire). In general, aceºti parametri se seteazã la 2.0. Dacã problema determinã oscilaþii se schimbã la 1,75 sau 1,5. S. Fahlmann sugereazã o valoare �EMBED Unknown���=1,75.


candEpsilon, outEpsilon


rata de învãþare �EMBED Unknown��� din Quickpropagation, pentru unitãþile candidat (de ieºire). Rata de învãþare poate varia foarte mult (de la 1000 la 0,01), în funcþie de problemã. Dacã observãm o convergenþã înceatã, în special la sfârºitul epocii, rata de învãþare se mãreºte. Dacã suntem într-o regiune haoticã (eroarea nu se îmbunãtãþeºte mai multe epoci), rata de învãþare se micºoreazã. Pentru antrenarea unitãþilor de ieºire, rata de învãþare se împarte la numãrul exemplelor de antrenament:


 �EMBED Unknown���


Pentru unitãþile candidat, candEpsilon se scaleazã astfel:


�EMBED Unknown���


În experimente am folosit valori ale lui candEpsilon între 10 ºi 1000


ºi valori ale lui outEpsilon intre 0,01 ºi 10.





maxNewUnits:


numãrul maxim de unitãþi noi ce pot fi adãugate la reþea. Dacã numãrul unitãþilor din reþea devine prea mare, reþeaua învaþã bine exemplele din setul de antrenament, dar produce rezultate slabe la generalizare. Am folosit pentru maxNewUnits o valoare de 15.


nCands:


numãrul unitãþilor candidat care se vor antrena. Cea mai bunã din ele va fi adãugatã la reþea. Am folosit între 5 ºi 10 unitãþi candidat.


candEpochs:


numãrul maxim de epoci de antrenare a unitãþilor candidat, înaintea selectãrii celei mai bune unitãþi ºi adãugãrii ei la reþea.


outEpochs:


numãrul maxim de epoci de antrenare a unitãþilor de ieºire ale reþelei, înaintea antrenãrii unui nou set de unitãþi candidat.


candPatience, outPatience:


indicã dupã câte epoci fãrã îmbunãtãþiri semnificative procesul de antrenare se opreºte. Am setat aceºti parametri la valori între 12 ºi 15.





Pentru fiecare alegere a acestor parametri, am rulat 5 experimente cu ponderi iniþiale diferite. Rezultatele prezentate sunt mediile celor 5 rulãri. Ultimii 18 termeni ai seriilor date au fost folosiþi ca exemple de testare a performanþelor reþelei. De asemenea, am folosit 18 termeni ca exemple de validare. Validarea poate ajuta la îmbunãtãþirea performanþelor pe setul de date. Programul reþine starea reþelei corespunzãtoare celei mai bune performanþe pe exemplele de validare. Dacã aceastã performanþã nu se îmbunãtãþeºte dupã un anumit numãr de cicluri de antrenament, reþeaua este restauratã la acea poziþie ºi procesul se opreºte.


În continuare prezentãm cele mai bune rezultate obþinute:


Orºova: procentaj corect 38,89%;


Ismail: procentaj corect 27,78%;


Podari: procentaj corect  11%;


Faþa Motrului: procentaj corect 9,3%;


Turburea: procentaj corect 7,4%.


Valorile parametrilor corespunzãtoare acestor rezultate sunt:


candDecay = outDecay = 0.0, candMu = outMu = 2.0, candEpsilon = 100.0, outEpsilon = 0.5, nCands = 8, candEpochs = outEpochs = 200, candPatience = outPatience = 12.


Reþelele neurale cu care au fost obþinute cele mai bune rezultate au avut între 1 ºi 4 noduri ascunse. Reþelele cu mai multe noduri ascunse au învãþat mai bine exemplele din setul de antrenament, dar au obþinut performanþe mai slabe pe setul de testare. Variaþii mici ale valorilor parametrilor de mai sus nu duc la schimbãri semnificative în performanþele reþelelor neurale.





5. Concluzii





Marea variabilitate a factorilor fizico- geografici (meteorologici, geomorfologici, geologici, pedologici ºi biotici ) care contribuie la realizarea scurgerii face ca procentajul predicþiilor corecte sã varieze în limite destul de largi în strânsã corelaþie cu extensiunea bazinelor hidrografice. 


Astfel, pentru fluviul Dunãrea, care are un bazin hidrografic ce depãºeºte 800000 kmp are loc o omogenizare a condiþiilor fizico- geografice ºi în consecinþã variaþia scurgerii de la un an la altul este mult mai atenuatã comparativ cu cea înregistratã în bazinele Jiu, Motru ºi Gilort, cu suprafeþe bazinale mult mai reduse (sub 10000 kmp).


Varietatea condiþiilor naturale este reliefatã ºi de raportul dintre debitul lunar mediu minim


ºi cel maxim. Astfel, pentru secþiunile studiate, rapoartele sunt mai mari pe Dunãre (între 1:7 ºi 1:8) ºi substanþial mai mici pentru Jiu (1:39), Gilort (1:63) ºi Motru (1:82).


Diferenþele dintre procentajul corect pentru secþiunea Ismail (27,78%) ºi cel obþinut pentru secþiunea Orºova (38,89%) se datoreazã caracterului de torenþialitate pe care îl înregistreazã râurile colectate de Dunãre în aval de Orºova.


Scãderea suprafeþei bazinale, în condiþiile unei mari variaþii a factorilor naturali face ca debitele medii lunare sã oscileze, de la o lunã la alta ºi de la un an la altul, mult mai pronunþat. În consecinþã ºi rata de corectitudine a predicþiilor este mult mai scãzutã: 11% pentru Jiu la Podari, 9,3% pentru Motru la Faþa Motrului ºi 7,4% pentru Gilort la Turburea.


Cunoaºterea modului de evoluþie a debitelor în diferite secþiuni prezintã o importanþã deosebitã, întrucât faciliteazã rezolvarea unor probleme impuse de necesitãþile practice.


Rezultatele obþinute în acest articol corelate cu cele prezentate într-o lucrare anterioarã [7] conduc la ideea cã performanþele modelelor de predicþie cu reþele neurale depind de mulþi factori, cum ar fi structura reþelei, algoritmul de învãþare , alegerea parametrilor reþelei. Se impune continuarea studiului prin folosirea altor arhitecturi de reþele neurale ºi a altor algoritmi de învãþare.
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